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補論 COVID19 と機関投資家行動：機械学習手法による検証 

 

A1 機械学習手法の解説 

本分析では XGBoost という機械学習手法を用いており、さらに SHAP というツールを用いて特徴

量の影響を分析している。本節では、機械学習手法の簡単な解説を行う。 

機械学習とは、データから「機械」が自動で「学習」し、データの背景にあるルールやパターン

を発見する方法である。機械学習がデータの背景にあるルールやパターンを学習するための方法と

して、本論文で用いている「教師あり学習」を説明する。 

教師あり学習（Supervised Learning）は、ラベル付きデータを用いてモデルを訓練し、未知のデ

ータに対して正確な予測を行うことを目的としている。教師あり学習では、モデルは「入力デー

タ」とそれに対応する「正解ラベル」を学習し、その関係性を捉えるように訓練される。 

標準的な教師あり学習の流れは以下の通りである。入力データ（特徴量）と、それに対応する正

解ラベルを含むデータセットを用意する。選択したアルゴリズム（本論文では XGBoost）を用い

て、データの特徴量から正解ラベルを予測するようにモデルを訓練する。そして、訓練済みモデル

をテストデータで評価し、予測精度や性能を確認する。 

 

A1.2 XGBoost 

本論文で用いている XGBoost という機械学習アルゴリズムは、Extreme Gradient Boosting を意味

しており、勾配ブースティング（Gradient Boosting）という手法を改良したアルゴリズムである。
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勾配ブースティングの主なアイディアは、弱い予測モデル（弱学習器）を逐次的に組み合わせて、

全体の予測精度を高めることである。 

 勾配ブースティングの仕組みは以下のステップで説明される。 

1. 初期モデルの構築：最初に 1 つ目のモデル（決定木）を学習する。 

2. 誤差の計算：各データポイントについて、予測と実際の値との誤差を計算する。 

3. 勾配降下法の適用：次の弱学習器は、この誤差に基づいて学習し、誤差を修正する方向に調整

される。 

4. モデルの更新を繰り返す：このプロセスを複数回繰り返し、各ステップで誤差を最小化する。 

 

最初に一つ目のモデル（決定木）を学習し、その後、次のモデルは前のモデルが誤って予測したデ

ータポイントに重点をおいて学習する。これを繰り返すことで、誤差を段階的に減らし、全体の予

測の精度の向上を達成することができる。 

 

A.1.2. SHAP 

機械学習モデルでは、高い精度で予測が可能でも、なぜその予測を行ったのか、どのような特徴が

その予測に影響を与えるかを知ることが難しい。機械学習がその予測の根拠を理解することができ

ない「ブラックボックス」と言われる傾向があるが、昨今では、「説明可能な AI」という言葉で表

現されるように、機械学習モデルに解釈可能性・説明可能性が強く求められるようになり、それを

実現するためのツールが開発されている。SHAP はこのような背景のもと開発された経緯があり、

「特徴量のインパクト」や各特徴量が予測結果に与える寄与度を定量的に評価できる点で非常に有

用である。 
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Lundberg and Lee (2016)による SHAP（Shapley Additive exPlanations）は、協力ゲーム理論の

シャープレイ値（Shapley Value）を機械学習に応用したオープンソースライブラリである。シャー

プレイ値は、協力ゲーム理論において複数プレイヤーの協力によって得られた利得を各プレイヤー

に構成に分配するための手段の一つである。 

協力ゲーム理論の枠組みの中でのシャープレイ値を簡単に説明しよう。複数のプレイヤーが協力

して利得を得るような状況において、それぞれのプレイヤーの参加が利得に対してどの程度貢献し

ているかを計測したい。例えば、３人のプレイヤーA・B・C が協力して報酬を獲得する状況を考え

る。このとき、各プレイヤーが参加することで得られる報酬の事前評価が与えられているとする。

具体的には、各プレイヤーが個人で参加する場合の報酬、３人中２人が参加する場合の報酬、３人

が参加する場合の報酬の事前評価が与えられていると仮定する。このとき、あるプレイヤーが参加

することで追加的に得られる報酬の増加分を計算することができる。この報酬の増加分を限界貢献

度と呼ぶ。 

限界貢献度はプレイヤーA・B・C の参加順ごとに計算される。A・B・C の参加順は６通り存在す

る。例えば、各参加順におけるプレイヤーA の限界貢献度は、「プレイヤーA が参加するタイミング

における報酬の増加分」として計算される。すなわち、最初に A が参加する場合が２通り、B また

は C が参加している状態で A が参加する場合が１通りずつ、B と C が参加している状態で A が参加

する場合が２通り存在するため、それぞれの場合について A が参加することで発生する報酬の増加

（限界貢献度）を計算する。シャープレイ値は、考えうる全ての順序パターンにわたる限界貢献度

の平均値である。このように計算されたシャープレイ値は、協力ゲームの状況において公正に報酬

を計算（分配）する方法の一つである。 
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協力ゲーム理論のシャープレイ値を応用して、機械学習では、各特徴量の予測値に対する貢献度

をシャープレイ値によって表すことが提案された。上記の例のプレイヤーを特徴量、報酬を予測値

に置き換えて考えると、それぞれの特徴量の貢献度は特徴量を追加していったときの予測値の変動

によって捉えられ、シャープレイ値はそれぞれの特徴量の予測に対する平均的な限界貢献度として

計測されると考えることができる。 

ここで重要なことは、予測値の変動をどのように定義するかである。簡潔に説明すると、予測モ

デルから計算される期待値をベースに、ある特徴量が加わった時の予測値の変動量を、その特徴量

の限界貢献度として考える。すなわち、ある特徴量の予測への貢献は、その特徴量が入っている場

合と入っていない場合の予測値の差として定義される。 

シャープレイ値は計算過程において、特徴量の全ての順序パターンを考慮しなくてはならず、特

徴量が多くなるほど、順序の数が多くなり、計算量が大きくなるという課題がある。そのため、現

実的な用途では禁じアルゴリズムや効率的な手法を使って計算することが多く、SHAP はそのアル

ゴリズムを提供している。 
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A２ ファンドに関する特徴量の選択 

本論文の実験において、ファンドに関する特徴量の選択を行っている。ファンドのクラスタ数は，使

用する特徴量の数によって決定されるため、特徴量の数が多すぎると，ファンドをクラスタリングし

た際に 1 クラスタあたりに含まれるファンドが少なくなる。したがって、各クラスタに所属するファ

ンドの売買の特徴を十分に捉えられなくなってしまう可能性がある．そこで，本論文では、売買に与

える影響の小さい特徴量を除外することで，実験で使用する特徴量の選択を行った． 

 売買に与える影響の大きさは，ファンドに関する各特徴量を単独で使用して本実験と同様の実験

を行った際の分類精度によって測定する．表 A１は、ファンドに関する特徴量の候補を表している。

それぞれの特徴量を使用する場合の分類精度を比較しやすくするため，連続値をとるポートフォリ

オ集中度，COVID19 センチメント，保有銘柄情報に関しては，中央値を閾値とした over/under の

二値をとるダミー変数に変換し，全てのケースを 2 クラス分類へと帰着させた．精度指標は適合率と

再現率の調和平均である F 値1であり，この値が高いほど分類精度が高いことを表す．また，元デー

タにおけるサンプルの偏りに起因するバイアスを取り除くため，すべての特徴量について各クラス

を正解ラベルとする訓練データ数を同一に揃えた． 

 表 2 は 2020 年第 1 四半期における売買に対する評価測定結果を表している．このうち，パネル A

は売買銘柄情報として本実験で使用する全ての特徴量を含めたケースであり，パネル B は KP スコ

アと ES スコアのみを使用したケースである．2 つのパネルの 3 列目は購入及び売却のモデルのテス

トで算出された F 値の平均値を表しており，5 列目はその順位を表している．これらの表を参照し，

                                                      

1 本実験は多クラス分類のため，F 値は全テストデータのうち正しいクラスへ分類できたデータの

割合と等しい． 
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KP スコア及び ES スコアの保有株平均に加え，どちらかのケースにおいて分類精度がそれらのうち

少なくとも一つを上回った，代表運用スタイル(A/P)，ポートフォリオ集中度，ターンオーバー，保

有株平均_PBR，保有株平均_純資産伸び率を特徴量として使用することとした． 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

表 A１ ファンドに関する特徴量 
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特徴量名 詳細 

代表運用スタイル（A/P） アクティブ投資家（A）かパッシブ投資家（P）かの分類 

代表運用スタイル（V/G） バリュー投資家（V）かグロース投資家（G）かの分類 

ターンオーバー ポートフォリオ回転率．各ファンドの全観測期間における保有株の変動係数を算

出した後，その最大値で正規化した数値．0.01〜0.33 を低，0.67〜1.00 を高と表

す． 

ポートフォリオ集中度 ポートフォリオの Herfindahl-Hirschman Index(HHI) 

COVID19 センチメント McKinsey & Company によって定義された，各国の 2020 年 3 月中時点での消費

者センチメント指数 

保有株平均_時価総額 ポートフォリオに含まれる全銘柄の時価総額を保有額で加重平均した値 

保有株平均_PBR ポートフォリオに含まれる全銘柄の PBR を保有額で加重平均した値 

保有株平均_ROE ポートフォリオに含まれる全銘柄の ROE を保有額で加重平均した値 

保有株平均_純資産変化率 ポートフォリオに含まれる全銘柄の純資産変化率を保有額で加重平均した値 

保有株平均_KP ポートフォリオに含まれる全銘柄の KP スコアを保有額で加重平均した値 

保有株平均_ES ポートフォリオに含まれる全銘柄の ES スコアを保有額で加重平均した値 

 

 

表 A２ ファンドに関する特徴量ごとの分類精度の比較 

 

注）精度指標は適合率と再現率の調和平均である F 値であり，この値が高いほど分類精度が高いことを表す． 

 

A３ 社会的距離及び従来の ES 評価に対する態度ごとのファンドの解析 

本文における KP スコアや ES スコアを重視するファンドの分析を踏まえ，2019 年第 4 四半期に ES

スコアの高さを重視して購入を行っていた，または ES スコアの低さを重視して売却を行っていたフ
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ァンドを ES 評価への関心の高いファンドと見なし，そのようなクラスタの中から COVID19 ショッ

ク中に ES スコアと KP スコアのどちらかまたは両方を重視して売買を行っていたクラスタを選択し

た． 

 表 A3 パネル A は，2020 年第 1 四半期の購入側のモデルにおいて強い特徴が現れたクラスタを表

している．1 行目の「高 ES＞低 KP」は，ES スコアの高さに注目し続けて KP スコアの低さを重視

しなかったクラスタを表している．『ポートフォリオ集中度』列から全て集中投資家であること，『保

有株平均_ES』列から事前に高 ES 銘柄を多く保有していたファンドが 3 個中 2 個を占めることがわ

かる．また，『保有株平均_KP』列より，全て事前に KP スコアの低いポートフォリオを保有してい

たファンドであり，COVID19 パンデミックに対する耐性を備えたファンドが中心だったことが確認

できる． 

 ２行目の「高 ES＜低 KP」は，ES スコアの高さへの注目度を下げて KP スコアの低さを重視した

購入へと投資戦略を変化させたクラスタである．『ポートフォリオ集中度』列および『ターンオーバ

ー』列より，全て短期・集中保有投資家だったことがわかる．また，『保有株平均_KP』列より，全て

事前に KP スコアの高いポートフォリオを保有していたファンドであることがわかり，１行目の高

ES 銘柄への注目度を保ったクラスタとは対照的に，パンデミックに対する耐性のないファンドが中

心だったと言える． 

 ３行目の「高 ES+低 KP」は，ES スコアの高さへの注目度を保ち，さらに KP スコアの低さを重視

した購入を投資戦略に取り入れたクラスタである．『ターンオーバー』列より，前述の 2 種類のクラ

スタとは異なり，全て長期投資家だったことがわかる．また，どちらも『保有株平均_純資産伸び率』

が中央値未満，かつ『保有株平均_PBR』が中央値以上のクラスタであることから非グロースかつ非
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バリュー投資家と定義でき，ES 投資以外に明確な投資戦略のない長期保有型ファンドはポートフォ

リオの柔軟性が高く，ショック中に低 KP 戦略を取り入れやすかった可能性が考えられる． 

 表 A3 パネル B は，2020 年第 1 四半期の売却側のモデルにおいて強い特徴が現れたクラスタを表

している．表中の 1 行目は，KP スコアの高さを重視せず，前四半期から引き続き ES スコアの低さ

を重視して売却を行ったクラスタ，2 行目は ES スコアの重視をやめ KP スコアの高さを重視した売

却へと切り替えたクラスタ，3 行目は ES スコアの低さへの注目度を保ち，さらに KP スコアの高さ

を重視した売却を取り入れたクラスタをそれぞれ表している．しかし，事前にポートフォリオで保有

していた銘柄の売却反応のみが観測される売却モデルでは特徴が現れにくい．そのため，当モデルの

解析結果では購入側のモデルの解析結果と比較して該当クラスタ数が少なく，いずれの列を参照し

ても，事前ポートフォリオの傾向をはじめとしたファンドの特徴ごとの明確な差異は得られなかっ

た． 

 以上の解析結果から，KP スコア単体に注目した検証結果と同様に，ES スコアと比較した場合に

おいても，COVID19 ショック中の社会的距離の注目度には事前ポートフォリオにおける COVID19

パンデミックに対する脆弱性の程度が強く影響していた．具体的には，ES 評価への注目度の高いフ

ァンドの中で，事前に高 KP 銘柄を多く保有していたファンドは ES スコアの大きさよりも KP スコ

アの小ささを重視して購入していたのに対し，事前に低 KP 銘柄を多く保有していたファンドは KP

スコアの小ささよりも ES スコアの大きさを重視して購入した．また，上記のような傾向は短期集中

保有投資家に顕著であり，反対に長期分散保有投資家の売買にはあまり見られなかった．この解析結

果は，COVID19 パンデミックに脆弱で，危機感の強かった短期集中保有投資家が「パンデミックに

対して強靭な銘柄への逃避」を牽引したという KP スコア単体に注目した場合の検証結果と整合す
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る． 

 

 

 

 

 

 

表 A3：ES スコアを重視して売買したクラスタ 

パネル A：2020 年第１四半期において KP スコアや ES スコアを重視して購入していたクラスタ

 

パネル B：2020 年第１四半期において KP スコアや ES スコアを重視して売却していたクラスタ 
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注）列名の変数が大きい値を示すクラスタの数を表し，括弧内の数値はすべてのクラスタ数に対する比

率である． 

 

 

 

 

A３ 全てのクラスタに対する SHAP による解析結果 

本文には解析結果を集約して掲載していたが、この補論では全てのクラスタに対する SHAP による

解析結果を掲載する。 
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表 A4 全てのクラスタに対する SHAP による解析結果 

表 A4 パネル A 『2019_4Q 購入』モデルにおける各クラスタの特徴の強さ 
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注)列名に関し，shap_KP_O_ave は KP スコアが中央値以上のデータに対する，KP スコアについての SHAP 値の平均

値であり，shap_KP_U_ave は KP スコアが中央値未満のデータに対する，KP スコアについての SHAP 値の平均値を表

す．shap_dist_KP は KP スコアについての分析における 2 代表点間の SHAP 値の差を表し，shap_dist_KP_rank はその

大きさの順位を表す．ES スコアに関しても同様である．また，売買銘柄が訓練データまたはテストデータに含まれな

い場合には，特徴が現れないためそのクラスタの売買に対応する SHAP 値は 0 と算出される． 

表 A4 パネル B 『2019_4Q 売却』モデルにおける各クラスタの特徴の強さ 
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 17 

 



 18 

注)列名に関し，shap_KP_O_ave は KP スコアが中央値以上のデータに対する，KP スコアについての SHAP 値の平均

値であり，shap_KP_U_ave は KP スコアが中央値未満のデータに対する，KP スコアについての SHAP 値の平均値を表

す．shap_dist_KP は KP スコアについての分析における 2 代表点間の SHAP 値の差を表し，shap_dist_KP_rank はその

大きさの順位を表す．ES スコアに関しても同様である．また，売買銘柄が訓練データまたはテストデータに含まれな

い場合には，特徴が現れないためそのクラスタの売買に対応する SHAP 値は 0 と算出される． 
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表 A4 パネル C 『2020_1Q 購入』モデルにおける各クラスタの特徴の強さ 
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注)列名に関し，shap_KP_O_ave は KP スコアが中央値以上のデータに対する，KP スコアについての SHAP 値の平均

値であり，shap_KP_U_ave は KP スコアが中央値未満のデータに対する，KP スコアについての SHAP 値の平均値を表

す．shap_dist_KP は KP スコアについての分析における 2 代表点間の SHAP 値の差を表し，shap_dist_KP_rank はその

大きさの順位を表す．ES スコアに関しても同様である．また，売買銘柄が訓練データまたはテストデータに含まれな

い場合には，特徴が現れないためそのクラスタの売買に対応する SHAP 値は 0 と算出される． 

表 A4 パネル D 『2020_1Q 売却』モデルにおける各クラスタの特徴の強さ 
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注)列名に関し，shap_KP_O_ave は KP スコアが中央値以上のデータに対する，KP スコアについての SHAP 値の平均

値であり，shap_KP_U_ave は KP スコアが中央値未満のデータに対する，KP スコアについての SHAP 値の平均値を表

す．shap_dist_KP は KP スコアについての分析における 2 代表点間の SHAP 値の差を表し，shap_dist_KP_rank はその

大きさの順位を表す．ES スコアに関しても同様である．また，売買銘柄が訓練データまたはテストデータに含まれな

い場合には，特徴が現れないためそのクラスタの売買に対応する SHAP 値は 0 と算出される． 

 


